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摘　 要：为充分挖掘水质数据在短时震荡中的变化特征，提升预测模型的精度，提出一种基于 ＶＭＤ（变分模态分解）、ＴＣＮ（卷积时

间神经网络）及 ＧＲＵ（门控循环单元）组成的混合水质预测模型，采用 ＶＭＤ－ＴＣＮ－ＧＲＵ 模型对汾河水库出水口高锰酸盐指数进行

预测，并与此类研究中常见的 ＳＶＲ（支持向量回归）、ＬＳＴＭ（长短期记忆神经网络）、ＴＣＮ 和 ＣＮＮ－ＬＳＴＭ（卷积神经网络－长短期记忆

神经网络）这 ４ 种模型预测结果对比表明：ＶＭＤ－ＴＣＮ－ＧＲＵ 模型能更好挖掘水质数据在短时震荡过程中的特征信息，提升水质预

测精度；ＶＭＤ－ＴＣＮ－ＧＲＵ 模型的 ＭＡＥ（平均绝对误差）、ＲＭＳＥ（均方根误差）下降，Ｒ２（确定系数）提高，其 ＭＡＥ、ＲＭＳＥ、Ｒ２ 分别为

０．０５５ ３、０．０７１ ７、０．９３５ １；其预测性能优越，预测精度更高且拥有更强的泛化能力，可以应用于汾河水质预测。
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　 　 近年来，国内外专家学者为掌握未来水质变化趋

势，对水体水质预测方法进行了大量研究，并取得了一

定研究成果。 罗学科等［１］ 利用差分自回归移动平均

模型（ＡＲＩＭＡ）对巢湖水域水质进行了预测，结果显示

其预测精度及泛化能力较强。 张颖等［２］ 基于改进的

灰色模型和模糊神经网络预测了太湖流域未来一段时

间内水质整体变化。 传统的预测方法虽然理论体系成

熟、计算简单，但是随着水环境的变化，无法有效处理

高差异、对长时间序列依赖性强且非线性关系复杂的

水质数据［３］，而人工神经网络凭借强大的非线性适应

性信息处理能力［４］、能充分逼近任意非线性函数以及

泛化能力强［５］ 等特点，被广泛应用于水质预测中。
Ａｒｃｈａｎａ 等［６］将人工神经网络应用于马图拉下游溶解

氧预测，取得了较高的预测精度。 秦文虎等［７］ 利用长

短期记忆神经网络（ＬＳＴＭ）预测太湖水质，相较于传

统算法效果更好，但单一 ＬＳＴＭ 无法满足数据变化时

细节特征的挖掘。 王军等［８］ 将卷积神经网络（ＣＮＮ）
与长短期记忆神经网络相结合，构建的 ＣＮＮ－ＬＳＴＭ 模

型相较于单一 ＬＳＴＭ 能更有效预测黄河水质。 由此可

见，神经网络融合模型在水质预测领域具有较大优势，
能有效提高预测精度。 但是，水环境变化机理复杂，水
质数据具有非平稳性，由神经网络直接挖掘非平稳数

据在短时震荡中的变化特征并不能达到理想效果［９］，
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而现有的水质预测模型大多并未对此进行处理。 信号

分解法能有效处理数据的非平稳性问题［１０］，因此在水

质预测融合模型中可引入信号分解法进行数据前处

理，挖掘数据的短时变化特征，以提升融合模型的预测

精度。
本文提出一种基于 ＶＭＤ－ＴＣＮ－ＧＲＵ 的水质预测

模型，以汾河水库出水口水质数据为样本，首先利用

ＶＭＤ（变分模态分解）将非平稳的水质时序数据分解

成若干个相对平稳的 ＩＭＦ（本征模态函数），减小模型

预测误差；接着将各 ＩＭＦ 输入 ＴＣＮ－ＧＲＵ（卷积时间神

经网络－门控循环单元）中，提取数据的时序特征及数

据变化的细节信息，并进行非线性拟合，通过注意力机

制让模型聚焦于对水质影响更大的信息；最后将各预

测序列线性叠加，重构得到最终的预测结果。 此外，使
用 ＷＯＡ（鲸鱼算法）对 ＶＭＤ 以及预测网络中的关键

参数寻优，减少调参的工作量并提高模型的预测精度。
同时，采用对比试验证明 ＶＭＤ－ＴＣＮ－ＧＲＵ 模型具有较

高的准确性与较强的泛化能力，能极大减小数据非平

稳性的干扰。
１　 研究方法
１．１　 变分模态分解

ＶＭＤ 是一种新型自适应信号分解方法，能够有效

解决 ＥＭＤ（经验模态分解）方法存在的模态分量混叠

问题［１１］，极大降低复杂性高的时间序列非平稳性影

响，将复杂的非平稳信号分解为包含多个不同频率尺

度且相对平稳的子序列，从而提高其稳定性。 ＶＭＤ 处

理非平稳性严重的时间序列数据时，其分解性能受模

态个数 ｋ 与惩罚因子 α 设置的影响［１２］。
１．２　 卷积时间神经网络

ＴＣＮ 是 ＣＮＮ（卷积神经网络）的一种改进形式，由
因果卷积、扩张卷积以及残差模块组成，能有效处理时

序问题。 因果卷积保证了数据被提取特征信息时的因

果时序性；扩张卷积允许对卷积输入进行间隔采样，使
神经元对更广泛区域的输入数据产生响应，有利于

ＴＣＮ 抓取更长的时序依赖关系；残差模块则用来缓解

梯度不稳定问题，解决因网络深度增加而带来的干扰，
提高模型预测的精度。 其中扩张卷积计算公式为

Ｆ（ ｓ） ＝ ∑
ｌ －１

ｈ ＝ ０
ｆ（ｈ）ｘｓ－ｄ·ｈ （１）

式中：ｘ 为输入数据序列，ｌ 为卷积核的大小，ｄ 为扩张

系数，ｓ－ｄ·ｈ 为对时序数据信息的索引，ｆ（ｈ）为卷积

核中第 ｈ 个元素。
１．３　 门控循环单元

ＧＲＵ 作为 ＬＳＴＭ 的变体，在单元结构方面有极大

优化，相较于 ＬＳＴＭ 的三门结构（输入门、输出门和遗

忘门），ＧＲＵ 只包含两门（重置门和更新门） ［１３］，在保

留 ＬＳＴＭ 能有效解决梯度消失优势问题的同时，通过

缩减门控结构参数提升模型的训练效率。 ＧＲＵ 的单

元结构见图 １，数学形式为

ｚｔ ＝σ（Ｗｚｘｔ＋Ｕｚｈｔ－１） （２）
ｒｔ ＝σ（Ｗｒｘｔ＋Ｕｒｈｔ－１） （３）

ｈｔ

～
＝ ｔａｎｈ（ ｒｔ·Ｕｈｔ－１＋Ｗｘｔ） （４）

ｈｔ ＝（１－ｚｔ）·ｈｔ

～
＋ｚｔ·ｈｔ－１ （５）

式中：ｚｔ、ｒｔ 分别为 ｔ 时刻更新门输出、重置门输出，ｘｔ

为 ｔ 时刻的输入变量，ｈｔ、ｈｔ－１分别为当前隐藏层输出、

上一时刻隐藏层输出，ｈｔ

～
为 ｘｔ 与 ｈｔ－１的汇总形式，·表

示复合关系，σ 为 ｓｉｇｍｏｉｄ 激活函数，Ｗｚ、Ｗｒ、Ｗ、Ｕｚ、
Ｕｒ、Ｕ 为权重矩阵（其中：Ｗｒ 与 Ｕｒ 为重置门的权重矩

阵，Ｗｚ 与 Ｕｚ 为更新门的权重矩阵，Ｗ 与 Ｕ 为临时输

出的权重矩阵）。

图 １　 ＧＲＵ 单元结构

１．４　 模型构建

１．４．１　 ＶＭＤ－ＴＣＮ－ＧＲＵ 的构建

水质数据随时间变化的非平稳性、非线性特征明

显。 因此，使用 ＶＭＤ 对数据进行处理，将其分解为多

个相对平稳的子序列。 接着，将 ＴＣＮ 与 ＧＲＵ 进行结

合，先利用 ＴＣＮ 对水质数据在时间维度上的特征信息

及变化的细节信息进行挖掘，充分学习数据之间的关

联性，再将得到的特征信息作为 ＧＲＵ 的输入，进一步

提取输入序列的特征并进行非线性拟合。 同时，针对

长时间序列数据处理时难以把握信息重要程度的问

题，在 ＧＲＵ 基础上引入注意力机制，让模型聚焦于对

水质预测更重要的特征信息。 ＴＣＮ－ＧＲＵ 预测模型结

构见图 ２（其中：Ｄｒｏｐｏｕｔ 是常用的正则化方法，用于减

少神经网络过拟合现象；Ｄｅｎｓｅ 全连接层可以将输入

特征映射到输出结果）。
１．４．２　 ＶＭＤ－ＴＣＮ－ＧＲＵ 运行流程

设置合适的模态参数 ｋ 与惩罚因子 α 对 ＶＭＤ 的

分解至关重要，同时神经网络模型中某些关键参数取

值影响预测结果，为优化相关参数并减小人为经验调

参的影响，利用 ＷＯＡ 算法［１４］ 将模态个数 ｋ 和惩罚因

子 α、第一层 ＧＲＵ 隐藏层单元数、第二层 ＧＲＵ 隐藏层
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图 ２　 ＴＣＮ－ＧＲＵ 模型结构

单元数、Ｄｒｏｐｏｕｔ 数以及批处理大小作为寻优变量，寻
找全局最优解。 引入 ＷＯＡ 算法后，模型运行主要流

程如下。
１）对优化 ＶＭＤ 的 ＷＯＡ 算法进行初始化，设置

ＷＯＡ 算法相关参数（鲸鱼数量、鲸鱼维度以及迭代次

数），将平均包络熵作为优化 ＶＭＤ 时的适应度函数，
其中平均包络熵计算公式为

Ｅｐ ＝ － ∑
ｍ

ｉ ＝ １
ｐｉ ｌｇ ｐｉ （６）

Ｅ′ｐ ＝
１
ｋ ∑

ｋ－１

ｊ ＝ １
Ｅｐｊ （７）

式中：Ｅｐ为包络熵，ｐｉ 为解调后包络信号的归一化形

式，ｋ 为分解后子序列的个数，Ｅ′ｐ为平均包络熵。
２）使用 ＶＭＤ 对原始水质数据进行处理，并用

ＷＯＡ 算法对其优化，在迭代训练中不断更新最优适应

度值，最终分解成多个相对平稳的 ＩＭＦ，降低数据的非

平稳性。
３）对分解后的各子序列进行归一化处理，从而提高

模型训练时的收敛速度和精度。 数据归一化计算公式为

Ｘｎｏｒｍ ＝
Ｘ－Ｘｍｉｎ

Ｘｍａｘ－Ｘｍｉｎ
（８）

式中：Ｘｎｏｒｍ为归一化后的数据，Ｘ 为原始数据，Ｘｍｉｎ为原

始数据的最小值，Ｘｍａｘ为原始数据的最大值。
４）将各 ＩＭＦ 按 ９ ∶ １ 的比例划分训练集与测

试集。
５）对优化 ＧＲＵ 的 ＷＯＡ 算法进行初始化，设置

ＷＯＡ 算法相关参数（鲸鱼数量、鲸鱼维度以及迭代次

数），将均方误差作为优化神经网络模型时的适应度

函数。 其中均方误差 ＳＭＳＥ计算公式为

ＳＭＳＥ ＝ １
ｎ∑

ｎ

ｑ ＝ １
（ｙ＾ ｑ － ｙｑ） ２ （９）

式中：ｙ＾ ｑ 为模型输出的预测值，ｙｑ 为实测值，ｎ 为样本

数量，ｑ 为样本编号。

６）将划分的训练集数据输入 ＴＣＮ－ＧＲＵ 预测模型

进行迭代训练，并用 ＷＯＡ 算法对其优化，在迭代过程

中更新最优的适应度值，最后输出预测结果，并进行反

归一化处理。 反归一化计算公式为

Ｘ＝Ｘｎｏｒｍ（Ｘｍａｘ－Ｘｍｉｎ）＋Ｘｍｉｎ （１０）
７）对 ｋ 个子序列的预测值进行叠加处理，重构得

到最终的预测序列。
ＶＭＤ－ＴＣＮ－ＧＲＵ 算法流程见图 ３。

图 ３　 ＶＭＤ－ＴＣＮ－ＧＲＵ 算法流程

２　 研究概况与数据来源
汾河是黄河第二大支流，位于山西省中部与西南

部，全长 ７１６ ｋｍ，流域面积约 ３９ ７２１ ｋｍ２，占全省面积

的 ２５．５％［１５］。 汾河支流众多，其中较大的有潇河、文
峪河、浍河等。 研究所采用数据来源于中国环境监测

总站，其每 ４ ｈ 发布一次水质数据。 选取水质监测断

面为汾河水库出水口，将其 ２０２１ 年 １ 月 １ 日 ０ 时至

２０２２ 年 ６ 月 ３０ 日 ２０ 时共 ３ ２７６ 条水质数据作为样

本。 根据国家地表水水质自动监测站水质评价指标，
选取 ｐＨ 值、溶解氧、高锰酸盐指数、氨氮、总磷等 ５ 类

水质因子进行分析，将《地表水环境质量标准》 （ＧＢ
３８３８—２００２）与获取的水质数据进行对比发现，高锰

酸盐指数对该断面水质类别影响最大，因此本研究将

高锰酸盐指数作为主要水质指标进行研究。
３　 试验结果与分析
３．１　 缺失数据处理

在数据获取过程中，存在系统或人为因素导致部

分数据缺失的问题。 为保障试验的有效性，采用线性

插值法处理缺失数据。 缺失数据补齐后，将数据集按

９ ∶ １ 的比例划分训练集与测试集，补缺后的高锰酸盐

指数变化情况见图 ４。 据图 ４ 可知，高锰酸盐指数数

据随时间变化具有非线性、非平稳性特点。
３．２　 模型评价

为合理评估模型的预测效果，采用平均绝对误差
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图 ４　 高锰酸盐指数数据曲线

（ＭＡＥ）、均方根误差（ＲＭＳＥ）以及确定系数（Ｒ２）对预

测结果进行评价。 其中：ＭＡＥ 可以反映预测结果与实

测值偏差绝对值的平均数，ＭＡＥ 值越小表示预测结果

与实测值越吻合，ＭＡＥ 值越大表示预测结果误差越

大；ＲＭＳＥ 可以衡量预测结果与实测值之间的偏差，
ＲＭＳＥ 越接近 ０ 表明模型越稳定，ＲＭＳＥ 越大表明模型

稳定性越差；Ｒ２可以反映模型拟合数据的准确度，其
范围为 ０～１，Ｒ２越接近 １ 表明模型拟合能力越好，Ｒ２越

接近 ０ 表明模型拟合能力越差。
３．３　 试验主要参数设置

模型训练过程中所使用的优化器为 Ａｄａｍ，学习率

设置为 ０．００１，激活函数设置为 ＲｅＬＵ，滑动窗口大小为

２２。 ＴＣＮ 时间特征提取部分，残差单元为 ２，卷积核数

设置为 ３２、１６，卷积核尺寸为 ３，扩张因子数量设为 １、
２、４、８；全连接层 １ 神经元数量设置为 ３２，全连接层 ２
神经元数量设置为 １。 ＷＯＡ 优化 ＶＭＤ 主要参数设

置：惩罚因子范围为［１００，７ ０００］，噪声容限 ｔａｕ 为 ０，
分解 ＩＭＦ 个数 ｋ 范围为［３，１２］，直流分量 ＤＣ 为 ０，模
态中心频率初始化值 ｉｎｉｔ 为 １，控制误差大小常量 ｔｏｌ
为 １×１０－７；ＷＯＡ 算法 １ 鲸鱼数量、迭代次数、鲸鱼维度

分别为 ６０、８０、２，ＷＯＡ 算法 ２ 鲸鱼数量、迭代次数、鲸
鱼维度分别为 ５、５、４。 ＷＯＡ 优化神经网络部分参数

设置见表 １。
表 １　 ＷＯＡ 优化 ＴＣＮ－ＧＲＵ 主要参数设置

模态分量
训练迭
代次数

ＧＲＵ１ 神
经元个数

ＧＲＵ２ 神
经元个数

Ｄｒｏｐｏｕｔ 数 批处理
大小

ＴＣＮ－ＧＲＵ（ＩＭＦ１） ８０ ［７４，１８４］ ［３２，１２８］ ［０．０１，０．３５］ ［３２，１６６］

ＴＣＮ－ＧＲＵ（ＩＭＦ２） ８６ ［１２２，３６６］ ［６２，１４２］ ［０．０１，０．３５］ ［３２，１５０］

ＴＣＮ－ＧＲＵ（ＩＭＦ３） ８８ ［１２４，２４６］ ［７２，１４２］ ［０．０１，０．３５］ ［３２，１４５］

ＴＣＮ－ＧＲＵ（ＩＭＦ４） ８４ ［２２４，３０６］ ［８２，１４５］ ［０．０１，０．３５］ ［３２，１４０］

３．４　 结果分析

３．４．１　 ＶＭＤ 非平稳序列分解

通过 ＷＯＡ 算法 １ 对 ＶＭＤ 中设置的惩罚因子与

模态个数进行全局寻优，解得惩罚因子为 ４７８，模态个

数为 ４。 因此，ＶＭＤ 将原始高锰酸盐指数数据分解成

４ 个 ＩＭＦ，见图 ５。 模态分量 ＩＭＦ１ 表示趋势分量，反映

高锰酸盐指数随时间变化的整体趋势；模态分量 ＩＭＦ２

表示细节分量，反映高锰酸盐指数随时间变化的细节

差异；模态分量 ＩＭＦ３ 与 ＩＭＦ４ 表示随机分量，反映高锰

酸盐指数随时间变化的随机性。 而 ＶＭＤ 分解后的各

模态分量虽然存在一定范围的波动，但整体上较为稳

定，ＩＭＦ２、ＩＭＦ３、ＩＭＦ４ 的分量值皆均匀分布于 ０ 的两

侧，可以有效降低后续模型预测的误差。

图 ５　 ＶＭＤ 分解原始高锰酸盐指数数据

计算各模态分量 ＩＭＦ 的过零率，确定低频与高频

分量的个数，根据经验以过零率为 ０．０５ 划分低频信号

与高频信号。 过零率计算公式为

Ｌ０ ＝
ｌ０
Ｍ

（１１）

式中：Ｌ０ 为过零率， ｌ０ 为 ＩＭＦ 过零的次数，Ｍ 为样本

总数。
经计算可得模态分量 ＩＭＦ１、ＩＭＦ２、ＩＭＦ３、ＩＭＦ４ 的

过零率分别为 ０、０．１１１ ７、０．３４３ ７、０．６７８ ２。 ＩＭＦ１ 的过

零率小于 ０．０５，将其作为低频分量，ＩＭＦ２、ＩＭＦ３、ＩＭＦ４

作为高频分量。 结合图 ５ 可知，低频分量更能体现数

据的整体变化趋势，高频分量则体现了数据在一定时

间内的震荡变化。 由此可见，原始数据经 ＶＭＤ 分解

为低频到高频的 ４ 个分量，虽然数据量增加，但其平稳

性有了很大改善，同时找出了高锰酸盐指数在短时震

荡过程中所隐藏的波动趋势，有利于模型更好地挖掘

数据的变化规律。
３．４．２　 ＶＭＤ－ＴＣＮ－ＧＲＵ 模型的效果验证

为验证 ＶＭＤ－ＴＣＮ－ＧＲＵ 水质预测模型的性能，使
用相同的数据集，将本文模型与常见的传统机器学习

预测模型 ＳＶＲ（支持向量回归）及当下较流行的预测
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模型 ＬＳＴＭ、ＴＣＮ、ＣＮＮ－ＬＳＴＭ 试验结果进行对比。 此

外，为验证 ＶＭＤ、注意力机制以及 ＷＯＡ 算法 （以

ＴＣＮ－ＧＲＵ预测模型为例）对本文模型预测性能的影

响，使用相同的数据集进行消融试验。
１）对比试验。 将分解好的各 ＩＭＦ 按 ９ ∶ １ 的比例

划分为训练集和测试集，将各 ＩＭＦ 的训练集分别输入

ＴＣＮ－ＧＲＵ 预测模型中迭代训练，并预测其对应的测

试集，将输出的 ４ 个预测序列重构得到最终的预测结

果。 各模型拟合结果见图 ６，由图 ６ 可以看出，相较于

其他模型，ＶＭＤ－ＴＣＮ－ＧＲＵ 水质预测模型预测曲线拟

合程度最高，其他模型的预测曲线虽与实测曲线在大

致趋势上贴合，但这些模型在数据的短时波动变化上

的处理效果不佳，尤其是 ＬＳＴＭ 模型。

（ａ）ＶＭＤ－ＴＣＮ－ＧＲＵ 拟合曲线

（ｂ）ＳＶＲ 拟合曲线

（ｃ）ＬＳＴＭ 拟合曲线

（ｄ）ＣＮＮ－ＬＳＴＭ 拟合曲线

（ｅ）ＴＣＮ 拟合曲线

图 ６　 各模型拟合结果

　 　 ＳＶＲ 预测曲线与实测曲线的贴合程度不如本文

研究模型，由此可见，传统的机器学习预测模型对非平

稳时序数据的预测效果欠佳；ＬＳＴＭ 虽在预测中能与

实测曲线保持趋势上一致，但无法挖掘数据在短时震

荡过程中的信息；ＣＮＮ－ＬＳＴＭ 模型的预测曲线相较于

实测曲线，存在一定程度偏移，其原因是未对输入的非

平稳数据进行前处理；ＴＣＮ 虽然能挖掘序列数据在时

间维度上的特征信息，但其无法充分提取非平稳输入

数据中的波动趋势信息，因此其拟合效果弱于本文研

究模型。
此外，通过 ＭＡＥ、ＲＭＳＥ 和 Ｒ２这 ３ 个评价指标对

各模型的预测性能进行量化评估，不同模型预测性能

对比见表 ２。 相较于其他模型，本文研究所提出的

ＶＭＤ－ＴＣＮ－ＧＲＵ 模型在各评价指标上均具有明显优

势，表明在汾河水质预测上 ＶＭＤ－ＴＣＮ－ＧＲＵ 模型相较

于传统水质预测模型及当下较流行的水质预测模型，
预测精度更高且泛化能力更强，可以应用于汾河水质

预测。
表 ２　 预测性能对比

模型 ＭＡＥ ＲＭＳＥ Ｒ２

ＳＶＲ ０．１２４ ３ ０．１６４ ２ ０．６６０ ２
ＬＳＴＭ ０．１１９ ２ ０．１６３ ３ ０．６６３ ８

ＣＮＮ－ＬＳＴＭ ０．１１７ １ ０．１５９ ６ ０．６７８ ９
ＴＣＮ ０．１１４ ６ ０．１５６ ９ ０．６８９ ７

ＶＭＤ－ＴＣＮ－ＧＲＵ ０．０５５ ３ ０．０７１ ７ ０．９３５ １

２） 消融试验。 将去掉 ＶＭＤ、注意力机制以及

ＷＯＡ 算法后的模型与原模型进行消融试验，不同模型

消融试验预测结果见图 ７，消融试验中量化的预测性

能评价指标对比见表 ３。 未加入 ＶＭＤ、ＷＯＡ 算法及注

意力机制的模型预测效果对 ４５°拟合线的贴合程度均

弱于本文模型，并可直观看出 ＶＭＤ 对模型的预测效

果影响最大，去掉 ＶＭＤ 模型的预测值较大程度偏离

实测值，即预测值与实测值关系点较多远离 ４５°线。
同时结合表 ３ 可知，在引入 ＷＯＡ 算法后，模型能自适

应参数寻优，得到最优解，有效减少人为经验调参的干

扰，其 ＭＡＥ 与 ＲＭＳＥ 分别降低了 ３４．８６％和 ３１．５２％，
Ｒ２提高了 ８．５１％；而加入注意力机制后，预测模型能聚

焦重要程度更高的特征，其 ＭＡＥ 与 ＲＭＳＥ 分别降低了

３２．４８％和 ２８．３７％，Ｒ２提高了７．０４％；此外经过 ＶＭＤ 处

理，高锰酸盐指数数据的平稳性得到大幅提升，有效减

小了后续预测的误差，其 ＭＡＥ 与 ＲＭＳＥ 分别降低了

５０．８９％和 ５３．８０％，Ｒ２提高了 ３４．３１％。 综上可知，ＶＭＤ
模块、ＷＯＡ 优化算法以及注意力机制的引入能提高模
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型的预测精度。

图 ７　 消融试验预测结果

表 ３　 消融试验中预测性能对比

消融模型 ＭＡＥ ＲＭＳＥ Ｒ２

ＶＭＤ－ＴＣＮ－ＧＲＵ ０．０５５ ３ ０．０７１ ７ ０．９３５ １
未加入 ＷＯＡ ０．０８４ ９ ０．１０４ ７ ０．８６１ ８

未加入注意力机制 ０．０８１ ９ ０．１００ １ ０．８７３ ６
未加入 ＶＭＤ ０．１１２ ６ ０．１５５ ２ ０．６９６ ２

４　 结论

为提高水质预测精度，针对水质数据随时间变化

的非平稳性、非线性特征，提出了基于 ＶＭＤ－ＴＣＮ－
ＧＲＵ 的水质预测模型，并在 ＧＲＵ 模型基础上引入注

意力机制，让模型聚焦于对水质预测更重要的特征信

息，同时使用 ＷＯＡ 对 ＶＭＤ 以及预测网络中的关键参

数进行寻优，减少调参的工作量，提高模型的预测精

度。 通过 ＶＭＤ 数据分解法对水质数据进行前处理，
从而得到若干个特征性强且相对平稳的 ＩＭＦ，有利于

后续预测模型充分挖掘数据在短时震荡过程中的波动

变化趋势及细节特征，从而大幅提升水质预测精度。
相较于其他模型，ＶＭＤ－ＴＣＮ－ＧＲＵ 模型能更好地挖掘

水质数据在短时震荡过程中的特征信息，找到其实际

变化规律，并让模型得到充分学习，进而提升水质预测

的精度，采用 ＶＭＤ－ＴＣＮ－ＧＲＵ 模型对汾河水库出水口

高锰酸盐指数进行预测，其 ＭＡＥ 为 ０．０５５ ３，ＲＭＳＥ 为

０．０７１ ７，Ｒ２为 ０．９３５ １，预测精度高，可以应用于汾河水

质预测工作中。
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